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[bookmark: _Toc501804246]INTRODUCCIÓN: LA NORMATIVA GDPR

    Los modelos que se estudian “no viven en una realidad paralela”, sino que con frecuencia, las empresas pagan por su desarrollo, los aplican y buscan un retorno de la inversión o un beneficio de su aplicación.
    La construcción de modelos requiere de datos, en muchas ocasiones personales, que las entidades obtienen de los individuos por la naturaleza del negocio o por obligación por parte de los individuos (Ejemplo: Banca, Seguros, Seguridad Social, …) Claramente estos datos pueden ser “mal utilizados” y por tanto debe controlarse su uso, es por ello por lo que existe la Ley de Protección de Datos la cual va a cambiar a partir de Marzo del 2018 por la normativa Regulation (EU) 2016/679 que se conoce por su siglas en inglés GDPR (General Data Protection Regulation), esta ley afectará tanto a los datos dentro de la UE como a las empresas con los que los miembros negocien.
    Lo que destaca de esta ley no es sólo la obligación de la protección del dato a todos los niveles, sino que destacan sus artículos 15 y 22 que ofrecen al ciudadano lo que se conoce como el: “derecho a la explicación de las acciones del algoritmo”, afirmándose que los ciudadanos tienen el derecho a conocer cuáles son las razones por las que un determinado algoritmo ha tomado una decisión que les afecta.

Artículo 15:
1. El interesado tendrá derecho a obtener del responsable del tratamiento confirmación de si se están tratando o no datos personales que le conciernen y, en tal caso, derecho de acceso a los datos personales y a la siguiente información:

a. Los fines del tratamiento
b. Las categorías de datos personales de que se trate
c. Los destinatarios o las categorías de destinatarios a los que se comunicaron o serán comunicados los datos personales, en particular destinatarios en terceros u organizaciones internacionales
d. De ser posible, el plazo previsto de conservación de los datos personales o, de no ser posible, los criterios utilizados para determinar este plazo
e. La existencia del derecho a solicitar del responsable la rectificación o supresión de datos personales o la limitación del tratamiento de datos personales relativos al interesado, o a oponerse a dicho tratamiento
f. El derecho a presentar una reclamación ante una autoridad de control
g. Cuando los datos personales no se hayan obtenido del interesado, cualquier información disponible sobre su origen
h. La existencia de decisiones automatizadas, incluida la elaboración de perfiles, a que se refiere el artículo 22, apartados 1 y 4, y, al menos en tales casos, información significativa sobre la lógica aplicada, así como la importancia y las consecuencias previstas de dicho tratamiento para el interesado
 
2. Cuando se transfieran datos personales a un tercer país o a una organización internacional, el interesado tendrá derecho a ser informado de las garantías adecuadas en virtud del artículo 46 relativas a la transferencia. 
3. El responsable del tratamiento facilitará una copia de los datos personales objeto de tratamiento. El responsable podrá percibir por cualquier otra copia solicitada por el interesado un canon razonable basado en los costes administrativos. Cuando el interesado presente la solicitud por medios electrónicos, y a menos que este solicite que se facilite de otro modo, la información se facilitará en un formato electrónico de uso común. 
4. El derecho a obtener copia mencionado en el apartado 3 no afectará negativamente a los derechos y libertades de otros

Artículo 22:
1. Todo interesado tendrá derecho a no ser objeto de una decisión basada únicamente en el tratamiento automatizado, incluida la elaboración de perfiles, que produzca efectos jurídicos en él o le afecte significativamente de modo similar.
2. El apartado 1 no se aplicará si la decisión:

a. Es necesaria para la celebración o la ejecución de un contrato entre el interesado y un responsable del tratamiento 
b. Está autorizada por el Derecho de la Unión o de los Estados miembros que se aplique al responsable del tratamiento y que establezca asimismo medidas adecuadas para salvaguardar los derechos y libertadas y los interese legítimos del interesado, o
c. Se basa en el consentimiento explícito del interesado

3. En los casos a que se refiere el apartado 2, letras a) y c), el responsable del tratamiento adoptará las medidas adecuadas para salvaguardar los derechos y libertades y los intereses legítimos del interesado, como mínimo el derecho a obtener intervención humana por parte del responsable, a expresar su punto de vista y a impugnar la decisión.
4. Las decisiones a que se refiere el apartado 2 no se basarán en las categorías especiales de datos personales contempladas en el artículo 9, apartado 1, salvo que se aplique el artículo 9, apartado 2, letra a) o g), y se hayan tomado medidas adecuadas para salvaguardar los derechos y libertades y los intereses legítimos del interesado

    Actualmente existe cierta controversia en hasta qué grado de detalle se van a aplicar dichos artículos, pero se desprende dos cosas claras:

	    -Debe tenerse en cuenta la historia de los datos, su procedencia y su destino (Art 15)
    -Conviene poder explicar lo que hace realmente un algoritmo en la toma de decisiones (Art 22), sobre todo si esta decisión es importante en la vida de un ciudadano (Ejemplo: Denegación de una Hipoteca)
    
    Esta sesión será la primera en la que introduce auténticas “cajas negras” de modelización y aunque los métodos que van a permitir construirlas tienen un uso muy sencillo, se va a reservar un apartado que se dedicará a la interpretabilidad de modelos complejos con librerías de funciones en R que prácticamente a día de la impartición de esta clase apenas llevan más de un año de vida, por tanto se tratan de los últimos métodos analíticos que se están utilizando y que se espera que tenga tanto en ámbito de empresa privada y de investigación un largo recorrido.


[bookmark: _Toc501804247][bookmark: _GoBack]1.- MODELOS DE ÁRBOLES DE DECISIÓN Y DE REGRESIÓN

    Aunque como se ha comentado antes se van a presentar en esta sesión modelos de “caja negra”, sin embargo se va a comenzar por la base de dichos modelos que no son más que los árboles de decisión (cuando se pretende explicar una variable categórica) o de regresión (cuando lo que se pretende explicar es una variable continua). En esta parte se sigue fundamentalmente la línea de exposición de James G. et al (2013) la cual se complementa con otras fuentes.
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    Históricamente el primer algoritmo para la construcción de este tipo de árboles el denominado AID que apareció antes que el TAID y el popular CART. Tanto el primero como el último que se desarrolló a mediados de los 80 Breiman et al (1984) y después surgieron algunos más para corregir algunos defectos de éstos como el CRUISE, GUIDE, QUEST y el RPART. A continuación se pasan a describir los pasos básicos para el caso de la construcción de un árbol de regresión a través de un pseudo-algoritmo sencillo y resumido:

-Comenzar en el Nodo Raiz con una variable explicativa  que previamente se ha seleccionado. Suponiendo que dicha variable es continua, cabe seleccionar un número s que permite dividir el espacio en 2 regiones tal como sigue:

[image: ]
Así pues, el algoritmo permite elegir la variable j y el corte de modo que se minimiza la siguiente cantidad (que se denomina Función de Impureza de un Árbol de Regresión):
[image: ]
 
-Se repite el anterior proceso en cada una de las ramas creadas
Observación: En el caso de variables discretas, el conjunto de posibilidades se reduce al no analizarse entre un continuo, sino que el modo de buscar el punto de corte es más sencillo

    Como puede observarse cualquiera de los algoritmos comentados y que pasan a hacer los pasos básicos anteriormente descritos no resultan triviales de presentar a un alto detalle ya que:
-Habría que aclarar cómo ir eligiendo s y simultáneamente la variable p para tener una convergencia rápida a la solución, el problema se complica si p es elevado
-Habría que pensar qué hacer en caso de variables categóricas ordinales
-Habría que pensar cómo tratar un número elevado de categorías

Práctica 1: Planteamiento e interpretación de un árbol de regresión sencillo sobre un conjunto de precios medios de la vivienda en la ciudad de Bostón. Ejemplo de James G. et al (2013)

    La idea del árbol de regresión es hacer ramas cuyas varianzas sean mínimas de modo que se tengan datos muy parecidos dentro de cada nodo y fuera de éstos sean lo más distintas posibles. El resultado final es algo de interpretación sencilla basada en reglas tal y como se ha visto en el ejemplo anterior, pero hay varias cuestiones a tener en cuenta en un algoritmo de este tipo:
-¿Existe un suficiente número suficiente de observaciones en los nodos/hojas finales del árbol?
-¿Cabe imponer algún criterio de parada para que el árbol no crezca demasiado?
-¿Puede obtenerse un árbol más sencillo que no pierda potencia?

    Así pues unos criterios habituales a imponer en estos algoritmos simples y los mas complicados que se construyan a partir de éstos serían:

	    -Imponer un número mínimo de observaciones para poder seguir sub-dividiendo
    -Imponer un número mínimo de observaciones resultantes en los nodos/hojas resultantes
    -Imponer un criterio mínimo de mejora de (porcentual en general) de la función de coste utilizada para la sub-división
    -Imponer un nivel de profundidad máximo en el árbol

Ejercicio 1.1: Imposición de condiciones de crecimiento del árbol de la práctica anterior y comparación de resultados. Ejemplo de James G. et al (2013) Imponer que:
	    -Que para que un nodo se sub-divida debe existir al menos 50 observaciones
	    -Que en las hojas finales del árbol deben quedar al menos 25 observaciones
    -Que la mejora debe de ser de al menos del 5% para que se considere la sub-división
    -¿Qué ocurre si se construye un árbol con las condiciones anteriores pero sólo se exige que la mejora sea de al menos el 2% para que se considere la subdivisión?
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    Los árboles de decisión son totalmente análogos a los anteriores, sin embargo cambia en que  la variable respuesta va a ser de tipo categórica. Aunque no hay problema en que haya un conjunto amplio de categorías, aquí se limita el estudio al caso de variables binarias al ser el más sencillo (al final todos los algoritmos de más de 2 categorías pueden reducirse a uno de tipo binario).
    Al usarse variables de tipo binaria, la función de coste cambia de forma y se suelen usar distintas alternativas como por ejemplo las siguientes:

-Ganancia de información o reducción de la entropía acorde a la fórmula (aplicada en la primera subdivisión) de entropía de Shannon siguiente:


-Uso del índice de Impureza de Gini que sigue la siguiente expresión (aplicada en la primera subdivisión):

Este índice tiene que ver con la reducción de la varianza de la cantidad de información ya que cuando hay J clases a dividir, la expresión anterior se convertiría en:

    Como se ha visto en la anterior sesión, el crecimiento de los árboles de regresión puede ser controlado, de modo que los nodos y hojas finales resultantes tengan suficiente representatividad y significatividad, esto también es válido para los árboles de decisión. Sin embargo una práctica habitual, sobre todo cuando se tiene claro que se quiere llegar a un modelo de árbol es la poda. Aunque el siguiente ejemplo muestra una poda en un árbol de decisión, también se puede hacer lo análogo para un árbol de regresión.

Práctica 2: Construcción de un árbol “grande” y de su poda. Ejemplo adaptado de http://apuntes-r.blogspot.com.es/2014/09/predecir-perdida-de-clientes-con-arbol.html 
¿Qué interpretación se le puede dar a los 2 resultados del modelo complejo y del árbol podado? ¿Cuál de los dos modelos sería preferible usar?
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    La validación cruzada es una técnica, que dadas las capacidades de las computadoras actuales es siempre conveniente utilizarla. Como se verá algunas de sus ventajas van a ser:

-Es una técnica robusta que permite asegurar la fiabilidad de los valores obtenidos en las previsiones dado un determinado modelo
    -Ayuda a seleccionar parámetros en modelos complejos como los que vamos a analizar a continuación
    -Es un complemento a las Learning Curves para evitar el over-fitting al hacer uso de criterios de optimalidad en la selección paramétrica anteriormente mencionada

    En suma esta técnica consiste en dado un conjunto base (que suele ser el conjunto Training), dividirlo en n-partes con igual cantidad de observaciones cada una, de modo que se hacen n-entrenamientos del modelo manteniendo la misma “forma funcional” del siguiente modo:

	    -Se entrena una estructura de modelo fijada con n - 1 parte
    -El modelo entrenado en el paso anterior se usa para predecir en la parte que no se entrena
    -Se mide el comportamiento en la parte que no se entrena n-veces y se puede calcular una media y desviación típica de estas medidas para su análisis

    Un gráfico que explica bien la validación cruzada es el siguiente extraído directamente de https://es.wikipedia.org/wiki/Validaci%C3%B3n_cruzada 
[image: ]
Figura 1 Ilustración esquemática de una validación cruzada

Práctica 3: Analizar mediante validación cruzada el modelo planteado en la Práctica 2. ¿Qué modelo es ahora preferible? ¿Por qué?
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    Un modelo construido con un único árbol lo hace muy dependiente tanto del conjunto de entrenamiento como de los cortes derivados de éste y del algoritmo correspondiente para deducir sus ramas.
    Es aquí cuando la estadística da un salto y plantea reducir la varianza mediante la realización de un promedio de modelos disponibles a partir de un mismo conjunto de datos. En este contexto la técinca Bagging que responde al concepto de Bootstrapping Aggregation es una técnica sencilla introducida por Leo Brieman en 1984. Para ello dado un determinado conjunto de entrenamiento, lo que se plantea es la construcción de B conjuntos en un elevado número a través de un procedimiento de selección aleatoria con re-emplazamiento teniendo cada uno de esos nuevos conjuntos el mismo número de observaciones que el conjunto original y de modo que al ser las observaciones escogidas con re-emplazamiento lo que sucede es que en cada uno de dichos sub-conjuntos existirán muchas observaciones repetidas. 
    De este modo si puede dejar “correr el algoritmo de un árbol” de regresión o de decisión dando lugar a B árboles que ser representarán como:


    Los cuáles pueden ser promediados del siguiente modo:				


    Así pues con esta técnica lo que se conseguiría es reducir la varianza de las predicciones al igual que cuando se tiene una muestra, el aumento del tamaño de ésta la reduce y garantiza mayor fiabilidad a la media.
    Nótese que la formulación usada aquí es totalmente general y sencilla en un mundo donde la variable explicada sea continua, es decir, aunque sea en los árboles donde mejores resultados se obtengan, los modelos aquí denominados  pueden ser “cualquier cosa” como modelos de regresión logística, clasificadores bayesianos, funciones discriminante, …
    También en el caso de elecciones discretas, en este caso se hace uso de una idea análoga, sólo que la elección de la asociación a clases se hace mediante un proceso de “mayoría de votos”
    Como puede observarse, el no usar poda implica que los árboles obtenidos van a contar con bastantes variables y por tanto su interpretación puede ser difícil, las medidas usuales de interpretación de variables que se dan son medidas de carácter relativo midiendo la eficiencia de cada variable con respecto al comportamiento de las demás en el modelo y sin tener asociados parámetros específicos a dichas variables como ocurre en general en los modelos vistos hasta el momento. Así pues:

-En los árboles de regresión la importancia de cada variable se mide a través de la disminución de energía, univariante de una función objetivo similar a la siguiente (con respecto a la variable objetivo sin segmentar):
[image: ]
Donde ahora existirán m cortes debido a la cantidad de árboles creados para una única variable y tras calcular estas cantidades por cada una de las variables intervinientes, se crea una ordenación relativa en decrecimiento con respecto al resto de las variables
-En los árboles de decisión el razonamiento es análogo sólo que se usará la correspondiente función de pérdida (entropía, índice de gini, …)

Práctica 4: Comparación del Bagging (de regresiones lineales) frente a una regresión sencilla usando datos simulados. ¿Con cuántas iteraciones se consigue una mejora con 100, 500, 1000? ¿A mayor número de iteraciones mayor mejora?

Práctica 5: Bagging en R con librería adaptada (caso especial de un RandomForest)
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    Con el Random Forest se da un paso más, aunque se mantiene la misma idea del Bootstrapping, en cambio no se deja crecer el árbol a todo el conjunto de las variables, si no que se limita su crecimiento a un sub-conjunto de variables expliactivas, de modo que si el número de predictores es , entonces el número de variables que se debería escoger debería estar en torno a  para evitar problemas de over-fitting. Claramente el número de variables a seleccionar sobre cada muestra bootstrapping va a depender de la composición de dichas muestras.
    Con la anterior idea en mente, lo que se selecciona en cada muestra bootstrapping es el conjunto de  variables más importantes con lo que se consiguen árboles más distintos entre sí que con el procedimiento anterior, a esto se le denomina Des-correlacionar el Bagging, en el sentido de que se ofrece más grados de libertad en el momento de escoger (o más bien asignar importancias de) las variables que finalmente formarán parte del modelo.

Práctica 6: Bagging vs Random Forest

    A continuación se introduce las técnicas boosting que vienen utilizándose desde principios de los 90 al plantearse Robert Shapire “if a set of weak learnear can créate a single strong learner”. Las técnicas boosting no sólo limitan su aplicación a la mejora de los árboles, si no que tienen un marco más general y pueden aplicarse a otros esquemas de modelización tal como se hace en Benjamin H. et alt (2012). No obstante aquí se centra la atención en la aplicación de las técnicas de tipo árbol.
    Los boosting se construyen secuencialmente necesitándose en cada nuevo árbol, la información del anterior. El algoritmo sigue el siguiente esquema:

1) Se inicializa con:  Por tanto se igualan por tanto estos residuos iniciales a los valores de la variable explicada: 
2) Se realizan  iteraciones del algoritmo del siguiente modo:

-Se ajusta un árbol  con  splits al conjunto de entrenamiento
-Se crea una versión del modelo, modificada por un factor de aprendizaje :

			
-Se actualizan los datos a partir de la actualización de los errores para la próxima iteración sobre el conjunto training:
			

    Una vez iterados todos los árboles y ajustados los residuos el modelo final tiene la siguiente formulación:

			
    La idea en el boosting es ir progresivamente mejorando el error mediante un ajuste más fino de las predicciones que se harían en cada iteración. El coeficiente de aprendizaje se suele tomar bajo y la convergencia por tanto va a ser lenta. Así pues los parámetros que van a determinar un modelo boosting van a ser los siguientes:

-El número de árboles , cuyo tamaño debe ser vigilado ya que puede dar problemas de over-fitting
	    -El parámetro de aprendizaje cuyos valores típicos  estarán entre 0.01 y 0.001
    -El número de particiones  splits a realizar donde un valor bajo igual 1 va bien en ocasiones, aunque se puede llegar hasta 4 o 5

    Modelos de tipo boosting existen en la actualidad muchos, todos parten de una idea como la anteriormente expresada, pero introduciendo algunas variantes en la forma en la que los modelos o errores son actualizados, si se usa funciones de pérdidas en el algoritmo o no. Una de las variantes más potentes en la actualidad son la familia de Extreme Gradient Boosting Models o en sus siglas XGBoost donde se analiza a continuación un ejemplo con una cantidad de datos considerable. Para entenderlos mejor es recomendable visitar la página del autor http://xgboost.readthedocs.io/en/latest/model.html siendo la siguiente referencia también muy recomendable sobre todo en lo que se refiere en el uso y parametrización final de estos modelos https://www.analyticsvidhya.com/blog/2016/01/xgboost-algorithm-easy-steps/

Práctica 7: XGbosst con un conjunto de datos de empresa e Introducción a Kaggle
Ejercicio 1: Comparar el XGboost obtenido anteriormente, con las mismas variables con un modelo de regresión logística y un random forest. Para ello se hará un sampling del mismo conjunto de entrenamiento donde se dejará sólo un 70% de éste para ordenar y se usará un 30% como testing para hacer las distintas comparaciones (tabla de clasificación, curva ROC, …)
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    En general el Ensembling es una técnica donde se combinan 2 o más algoritmos de modelización que se denominan Learners, aquí se sigue y se resume la línea descrita en https://www.analyticsvidhya.com/blog/2017/02/introduction-to-ensembling-along-with-implementation-in-r/ que se puede consultar para una información más detallada.
    Aunque hasta ahora se han combinado familias de modelos semejantes, el Ensembling no se restringe sólo a éstas, sino que permite que dichos modelos o algoritmos puedan ser totalmente distintos. Al final lo que se suele conseguir son sistemas más robustos que en general mejoran, unilateralmente a cada uno de los algoritmos por separado.
    Los principales tipos de ensembling son aquellos en las que las predicciones pueden combinarse mediante:
-Promedio de las predicciones obtenidas, que suele aplicarse en modelos donde la variable explicada es continua. También puede aplicarse en modelos donde la variable de predicción es categórica, en este caso lo que se promedia van a ser la salidas de score (o de probabilidad, según el tipo de modelo) asociada a cada valor de la categoría
    -Media ponderada: Es un caso análogo al anterior, sólo que en vez de promediar por igual a todos los modelos, se asignan “pesos” a cada modelo
    -Voto de la Mayoría: En este caso si se está prediciendo una variable categórica, se elige la categoría que se acuerda por la mayoría de los modelos involucrados

    Visto lo anterior, falta el ¿Cómo generar los modelos en sí? Hasta ahora se han estudiado 2 técnicas que han sido descritas en la parte anterior:
-Bagging: Con sus 2 variantes y aplicada a árboles de decisión y de regresión y donde los modelos se agregan por un promedio simple
    -Boosting: Que tiene múltiples variantes agregándose los modelos por una suma “suavizada”
-Stacking: Esta técnica no ha sido estudiada aún y en suma consiste en establecer una estructura en capas. En una de las capas hay modelos de diferentes tipología y después hay una “capa de mixtura” donde con una función cualquiera se realiza la composición de los anteriores modelos tal y como se observa en el siguiente esquema:
[image: ]
    Algunas de las principales ventajas del Ensembling serían las siguientes:
-Se ha comprobado en numerosos concursos en Kaggle y en aplicaciones reales que mejoran la predictividad de los modelos por separado
-Consiguen realizar un modelo más robusto y estable en la mayoría de los casos
-Se consigue captura tanto “linearidades” como “no linearidades”
-Dan un mayor grado de flexibilidad y ajuste a los modelos

    Sin embargo hay que mencionar algunas de las desventajas que deben tenerse en cuenta si se desea utilizar algunas de estas técnicas:
-Reducción de la interpretabilidad de los modelos y de la extracción de insights a nivel de negocio
-Pueden necesitar elevados tiempo de ejecución, lo que puede dar algunos problemas en aplicaciones real-time
-La selección y ensemble de modelos es un arte que puede ser más o menos difícil de mecanizar

Práctica 8: Ensembling simple de modelos
Práctica 9: Stacking de Modelos
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     Con los elementos vistos hasta ahora el alumno dispone de un amplio elenco de herramientas para modelizar.
     En líneas generales se ha seguido una metodología general de modelización bastante estándar que puede ser generalizada con facilidad con los siguientes pasos resumen:

	    -Análisis exploratorio de datos
	    -Feature Engineering con o sin tratamiento de missing anterior o posterior
	    -Sampling
	    -Modelización con o sin Cross Validation
	    -Medición del poder predictivo del modelo creado

    Desde la primera sesión del módulo de Machine Learning hasta ahora la metodología no ha cambiado, por tanto a partir de ahora se puede “paquetizar” todo lo anteriormente comentado bajo un entorno de aplicación que puede hacerse con shiny (en el entorno R) o con flask (en el entorno python) donde se tenga en cuenta todas las pautas anteriores.
    Como se describirá en la actividad final del módulo, el alumno (o grupo de alumnos) tendrá que sistematizar todos los pasos anteriores y hacerlos accesibles a un tercero que tenga una idea media o baja, para ello es recomendable combinar tanto un conocimiento estadístico matemático como técnico para hacer no sólo una aplicación atractivo y de fácil uso, sino con cierta potencia, implementar una metodología similar a las que se han visto e incluso mejorarla será algo muy valorable que tiene a día de hoy una gran aplicabilidad en el mundo de la empresa.
    El módulo cerrará con una breve introducción a las Redes Neuronales cuya evolución se conoce actualmente como Deep Learning y es prácticamente la última milla de conocimiento actual, tanto en este campo como más allá la puerta está abierta a la investigación y al desarrollo de nuevas ideas. 
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Ejemplo introductorio de una aplicación para la construcción de modelos: https://github.com/FJROAR/RiskDevelopment/tree/master/CREDITSCORING 
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